Лабораторная работа 4
Наивный Байесовский классификатор. Примеры.
Реализовать модель классификации с использованием алгоритма Naive Bayes Classifier из библиотеки Scikit-learn. Провести анализ данных, обучить модель, оценить её качество и визуализировать дерево решений.
Выбор и загрузка датасета
from sklearn.datasets import load_iris
import pandas as pd
# Загружаем датасет
data = load_iris()
# Создаем DataFrame
df = pd.DataFrame(data.data, columns=data.feature_names)
df['target'] = data.target
# Вывод первых строк
print(df.head())
Разделение данных на обучающую и тестовую выборки
· Использовать train_test_split для разделения данных:
from sklearn.model_selection import train_test_split
# Разделяем данные
X = df.drop(columns=['target'])  # Признаки
y = df['target']  # Целевая переменная
X_train, X_test, y_train, y_test = train_test_split(X, y, test_size=0.3, random_state=42)
Создание и обучение модели дерева решений
Используем Gaussian Naive Bayes, так как данные непрерывные.
from sklearn.naive_bayes import GaussianNB
# Создаем модель
nb_model = GaussianNB()
# Обучаем модель
nb_model.fit(X_train, y_train)
Оценка качества модели
· Вычислить точность (accuracy) на тестовых данных:
from sklearn.metrics import accuracy_score, precision_score, recall_score, f1_score, classification_report
# Делаем предсказания
y_pred = nb_model.predict(X_test)
# Оцениваем качество модели
accuracy = accuracy_score(y_test, y_pred)
precision = precision_score(y_test, y_pred, average='weighted')  # Для мультикласса
recall = recall_score(y_test, y_pred, average='weighted')
f1 = f1_score(y_test, y_pred, average='weighted')
# Выводим результаты
print(f'Accuracy: {accuracy:.2f}')
print(f'Precision: {precision:.2f}')
print(f'Recall: {recall:.2f}')
print(f'F1-score: {f1:.2f}')
# Подробный отчет по метрикам для каждого класса
print("\nClassification Report:\n", classification_report(y_test, y_pred, target_names=data.target_names))
Описание метрик классификации: Accuracy, Precision, Recall, F1-score
При оценке качества модели классификации важно использовать несколько метрик, так как одна метрика может не давать полного представления о работе модели. Рассмотрим ключевые метрики:
Accuracy (доля правильных предсказаний) показывает, сколько объектов из всех были классифицированы верно.
Вычисляется как отношение количества верных предсказаний к общему числу примеров:


TP (True Positive) — истинно положительные (верно предсказанные положительные классы).
TN (True Negative) — истинно отрицательные (верно предсказанные отрицательные классы).
FP (False Positive) — ложно положительные (ошибочно отнесены к положительному классу).
FN (False Negative) — ложно отрицательные (ошибочно отнесены к отрицательному классу).
Precision измеряет, какая доля предсказанных положительных примеров действительно является положительной.


Recall показывает, насколько хорошо модель находит все положительные примеры.


F1-score — это баланс между Precision и Recall.
Визуализация результатов
import seaborn as sns
import matplotlib.pyplot as plt
from sklearn.metrics import confusion_matrix
# Строим матрицу ошибок
cm = confusion_matrix(y_test, y_pred)
# Визуализируем
plt.figure(figsize=(6, 4))
sns.heatmap(cm, annot=True, fmt="d", cmap="Blues", xticklabels=data.target_names, yticklabels=data.target_names)
plt.xlabel('Предсказанный класс')
plt.ylabel('Истинный класс')
plt.title('Матрица ошибок')
plt.show()
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